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Resumen

Existen varias técnicas para la division de grandes 6rdenes bursatiles en pequefias subdrdenes y asi reducir su
impacto en la bolsa de valores. Estas técnicas requieren de distintas disciplinas como la prediccion, redes
neuronales, y otros tipos de algoritmos.

En el presente proyecto se han construido dos algoritmos de optimizacion que utilizan datos locales basados en
precios y volimenes reales de una determinada accion para obtener una secuencia dptima de compra/venta en
un horizonte de tiempo reducido.

Ambos surgieron como alternativa al algoritmo [1], en el que se implementan técnicas de prediccién. Sin
embargo, en este proyecto se prescinde de estrategia de horizonte deslizante y de la optimizacion en linea
reduciéndose todo a un esquema de aprendizaje/estimacion. Ademas, se utilizan técnicas como Local Data
llevada a cabo en el algoritmo [2] .

El objetivo del trabajo es plantear un enfoque alternativo para luego compararlos con el algoritmo de partida, y
comprobar la viabilidad de estos.

El proyecto se estructura en 5 capitulos. El primero introduce el contexto, y se habla del objetivo y trabajo
previo del algoritmo. El segundo abarca el desarrollo del Algoritmo 2. En el tercero se realizan pruebas para
comprobar la correcta ejecucion de este, y se crea el Algoritmo 3. El cuarto muestra los resultados realizando
una comparativa entre ellos. Y, por ultimo, en el quinto capitulo, se redactan las conclusiones.






Abstract

There are several techniques for dividing large stock orders into small sub-orders to reduce their impact on the
stock market. These techniques require different disciplines such as prediction, neural networks, and other
types of algorithms.

In this project, two optimization algorithms have been built that use local data based on real prices and
volumes of a given stock to obtain an optimal purchase / sale sequence in a short time horizon.

Both algorithms emerged as an alternative to Algorithm [1], in which prediction techniques are implemented.
However, this project dispenses with the sliding horizon strategy and online optimization, reducing everything
to a learning / estimation scheme. Also, techniques such as Local Data carried out in the algorithm [2] are
used.

The objective of this project is to propose an alternative approach and then compare it with the starting
algorithm to check the viability of the algorithms.

The project is structured in 5 chapters. The first one introduces the context and talks about the objective and
previous work of the algorithm. The second one covers the development of the Algorithm 2. In the third one,
tests are carried out to verify the correct execution of the algorithm, and Algorithm 3 is developed. The fourth
shows the results by comparing the algorithms. And finally, in the fifth chapter, the conclusions are shown.
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Comparativa de algoritmos de aprendizaje para el fraccionamiento 6ptimo de grandes érdenes 1

1 INTRODUCCION

reto complicado, asi como un problema a la hora de obtener grandes beneficios sin que esto conlleve la

I a ejecucion éptima de érdenes bursétiles, ya sean de compra o venta, en la bolsa de valores supone un
asuncion de riesgos cuando se invierte en el mercado.

Cuando se trata de grandes drdenes, es inevitable que estas impacten en el mercado en mayor o menor medida,
dependiendo obviamente del volumen de compra/venta. Una de las técnicas mas utilizadas para reducir este
impacto trata de dividir estas grandes érdenes en un conjunto de pequefias subdrdenes que han de ser
ejecutadas en un tiempo determinado.

Ademas, existen basicamente dos tipos de 6rdenes:

e Ordenes a mercado: Son 6rdenes que se ejecutan sin precio de compra o venta, es decir, que se
ejecutan inmediatamente a cualquier precio. Estas son las 6rdenes en las que se va a enfocar el
proyecto.

e Ordenes limitadas: Se establece un precio limite, y una vez alcanzado este, se ejecuta la orden. Estas
ordenes son mas dificiles de dividir en subdrdenes, ya que en el tiempo en el que se alcanza el precio
limite es posible que no pueda ejecutarse el 100% de las subordenes.

A la hora de dividir las 6rdenes en subdrdenes existen bastantes maneras de lograrlo; una de las mas simples se
denomina “Time Weighted Average”, tiempo medio ponderado, TWAP. Este tipo divide la orden en bloques
de acciones del mismo tamario y las ejecuta en intervalos de tiempo regulares.

Por otro lado, otra técnica utilizada, se denomina “Volume Weighted Average Price”, precio medio ponderado
por volumen, VWAP. En esta, el tamafio de las subdrdenes es proporcional a la prediccién del volumen para
una determinada fraccion de tiempo.

La prediccion de los precios de las acciones ha atraido a investigadores de diferentes campos, incluido
ingenieros y cientificos. Se puede decir, que alin no hay una técnica gque se haya aceptado como superior frente
a otras; cada una posee sus debilidades y fortalezas.

Cuando se habla de prediccidn en la bolsa de valores, existen dos tipos de enfoques:

- Por un lado; esta el enfoque tradicional financiero, cuyo objetivo es estimar el valor intrinseco de una
determinada empresa, que para el caso de una accién podria ser el valor de tiempo descontado del
flujo libre de efectivo de una compariia. Este enfoque tiene numerosos problemas de acuerdo con el
valor intrinseco, como la necesidad de predecir el flujo de la empresa por numerosos afios en el futuro.
Otro problema, desde el punto de vista de un inversor es que el valor intrinseco de la empresa y su
valor en bolsa en precios, no son lo mismo.

- Por otro lado; otro enfoque a la hora de invertir se define como inversién cuantitativa. En esta
estrategia, el objetivo no es estimar el valor intrinseco, sino la tendencia del precio que la accién
seguird en un horizonte de tiempo determinado, que tiende a ser en el corto-medio plazo. La
suposicion en este tipo de estrategia es que el precio de un valor viene dictado por la fuerza de la
oferta y la demanda, y se pueden usar tanto métodos de aprendizaje como estadisticos. Este enfoque
asume implicitamente que el precio de una accion no sigue un camino aleatorio, y si fuera aleatorio,
significaria que todo el histérico de informacion de precios seria initil para intentar predecir los
precios de las acciones.



Introduccién

En relacion con este altimo enfoque, existe informacion limitada en cuanto la ejecucion dptima de subdrdenes
(division de ordenes de mercado) usando técnicas de aprendizaje. Hay mas investigaciones sobre prediccion
de valores mediante diferentes técnicas como:

Redes neurales en [3].
Aprendizaje profundo en [4].
Técnicas basadas en datos locales en [2].

Magquinas de vectores de soporte en [5].

En el presente proyecto, se pretende realizar una comparativa entre tres algoritmos:

Algoritmo 1: Optimizacion mediante horizonte deslizante de la particion de grandes Ordenes
bursatiles [1]. Propone el uso de optimizacién dindmica sobre un horizonte finito basado en
predicciones de precio y volumen para obtener secuencias Optimas de subdrdenes, y asi cumplir
grandes oOrdenes. Es decir, divide las Ordenes en subdrdenes de una manera Optima, alcanzando un
precio conveniente.

Algoritmo 2: Optimizacién mediante estimacion/aprendizaje de la particion de grandes Ordenes
bursatiles. Es el que se ha desarrollado en este proyecto, y del que se pretende comprobar su
viabilidad, comparandolo con el primero. Este surge de intentar un enfoque alternativo al Algoritmo 1.
En este se prescinde de la estrategia de horizonte deslizante y de la optimizacion en linea reduciéndose
todo a un esquema de aprendizaje/estimacion, ya que en este caso se van a usar datos reales, y no
predicciones. Toda la programacion se ha realizado en MATLAB R2021a.

Algoritmo 3: Surge tras realizar una serie de ajustes en el Algoritmo 2 con el objetivo de acercar mas
este a la realidad.

1.1 Trabajo previo y objetivos

El proyecto parte del Algoritmo 1. En él se realizan una serie de cambios, para asi obtener el Algoritmo 1
modificado. Una vez hechas las modificaciones, se puede obtener la base de datos que es el pilar del Algoritmo
2. Se desarrolla el Algoritmo 2, en el que se obtiene una serie de conclusiones que dan lugar al Algoritmo 3.
Por Gltimo, se realiza una comparacion entre los tres, para asi ver en cual se obtienen mejores resultados.
A continuacion, se muestra en la Figura 1, el esquema del proyecto que se ha llevado a cabo.

Cambios Resultados
Algoritmo 1
A 4
i Base de datos Resultados
f:%%'}ﬁgz; — — Algoritmo 2 [——— » Comparativa
[«}]
17
=l
<
Resultados
Algoritmo 3

Figura 1. Esquema del Proyecto

En el siguiente apartado se va a describir el Algoritmo 1

2
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2 DESCRIPCION DEL ALGORITMO 1

Este Algoritmo se lleva a cabo en [1], y es el punto de partida de este proyecto.

El objetivo de este es disefiar una estrategia de ejecucion de grandes ordenes bursatiles para limitar el impacto
en el mercado mediante la division de la orden en un numero pequefio de subérdenes. Es decir, una orden de
compra M € R*de acciones sera ejecutada dividiendo la orden en un numero N de sub6rdenes m(t + k) €
R, tal que la suma de todas las sub6rdenes sea igual a M en el caso de que sean érdenes a mercado, si fueran
ordenes limitadas tendria que ser el méas cercano posible a M.

El nimero de acciones que son ejecutadas debe ser un numero natural, esto implica que el numero de acciones
en las subodrdenes que son enviadas al mercado son redondeadas al entero més cercano. Dado que el nimero
de acciones considerado en estas 6rdenes es bastante grande, a menudo cientos de miles o millones de
acciones por orden, la diferencia a nivel financiera entre considerar el nimero real o entero es despreciable.
Aunque desde el punto de vista computacional, la diferencia es bastante significante, siendo mucho méas
eficiente un algoritmo basado en valores reales de subérdenes.

La estrategia de este algoritmo calcula la division de una orden de forma Gptima. Esto es; alcanzando el mejor
precio posible. La metodologia se basa en la prediccion del precio de una accion y del volumen total del
mercado en una fraccién de tiempo que sera definida por N, por ejemplo, desde t + 1 a t + N. El precio y el
volumen del mercado pronosticado son usados para calcular un indice de rendimiento que debe ser
optimizado. Por lo que la estrategia es un problema de optimizacion en el que un indice, denominado como
Vy, €s optimizado.

La formulacién de V), tiene en cuenta ciertos aspectos como el coste total de la orden y el impacto en el
mercado de cada suborden, ademas de las predicciones que son usadas para calcular el indice, también hay un
término que penaliza el indice debido a la degradacion potencial de las predicciones en un horizonte de
prediccion.

Sea p(t + k|t) el precio pronosticado para el instante t + k, ©(t + k|t) el volumen total pronosticado para el
instante t + k, y m(t + k) el nimero de acciones que van a ser compradas en t + k, el indice de rendimiento
gueda definido como:

N I N
k
Uy (my (), By (@), oy (@) = 2 <aﬁ(t + k|t) + « (%) ) m(t+k|t) + p Z ofm(t+k|t) (1)
k=1 k=1

Donde:
e a=1enobrdenes de compray a=-1 dérdenes de venta
® «,|, o, Bson pardmetros de ajuste no negativos.

o  my(t),py(t), Dy (t) son secuencias de subdrdenes, precios y volumenes predichos respectivamente.

Los valores de los parametros de ajuste que se han usado a la hora de obtener los resultados son:

- a=01
- p=11
- o0=1.05
- u=0.65



4 Descripcion del Algoritmo 1

El primer término representa la cantidad pronosticada o la figura econdémica de comprar o vender una
transaccion, y ademas a este termino se le ha incluido un factor de correccion del impacto. Este factor
representa la influencia que tiene el volumen de la suborden en el precio para una fraccion de tiempo
determinada, estos factores son modelados como términos lineales.

El segundo término asigna un mejor coste a las subdrdenes que seran ejecutadas en el futuro, ya que el error de
prediccion crece con el horizonte de prediccion

La estrategia propuesta por tanto trata de obtener una secuencia de subordenes:
my (t) = [m*(t + 1|t), m*(t + 2|t), ..., m*(t + N|t)]. 2

Esta secuencia minimiza el indice de rendimiento V en una fraccion de tiempo. Sin embargo, dependiendo
del tipo de orden, algunas constantes deben tenerse en cuenta.

En el caso de las 6rdenes de mercado, las subordenes deberian establecer un tamafio limite para que el impacto
en el mercado se reduzca. Esto es;

0< m(t+k|t) < m Vk €[1,N],

Donde m = 0,1M, que suele ser un valor tipico y razonable, es decir, una suborden no puede contener mas
de un 10% de la suborden. En el caso de una orden limitada el tamafio serd el mismo, pero solo si el precio
pronosticado alcanza el precio limite p;. Por ejemplo, si se compra una orden limita p(t + k|t) > p; implica
que la compra no puede ser enviada al mercado, es decir, m(t + k|t) = 0. Lo mismo ocurre en subérdenes de
venta, pero con signo opuesto. Se modifica el tamafio limite:

0 < m(t+k|t) < my,Vk € [1,N], (3)
Donde

0 para o6rdenes limitadas cuando a(p(t + k|t) —p;) >0 4)

m en caso contrario

Por otro lado, la suma de todas las subdrdenes deberia ser igual a el nimero total de acciones compradas o
vendidas, M:

N
Zm(t +klE) =M
k=1

Esto es més facil que ocurra en 6rdenes a mercado, en el caso de érdenes limitadas es posible que no tenga la
fraccién de tiempo suficiente en la que el precio limite es alcanzado, por lo que a veces la orden no puede ser
completamente ejecutada. Para solucionar esto, se incluye una constante que maximiza el grado de
cumplimiento de la orden:

N ®)
Z m(t +k|t) = M,
k=1

Donde;

= (6)
M, = min{M,z my }
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Este algoritmo utiliza una estrategia de horizonte en retroceso, esto implica que es necesario tener en cuenta
que la fraccion de tiempo se va reduciendo, por lo tanto, una intervalo de tiempo inicial, N, tiene que ser
considerado. De esta manera inicialmente N = N, e ira reduciéndose conforme el tiempo avance. Lo mismo
ocurre con M debe ir reduciéndose conforme se vayan ejecutando subodrdenes, por lo que inicialmente

M = M,. Ademas, esta estrategia de horizonte en retroceso puede ayudar a la hora de mitigar los efectos
negativos del error de prediccion en el precio para 6rdenes limitadas, por lo que se vuelve a modificar (4).

0 para 6rdenes limitadas cudndo a(p(t + k|t) —p;)) >0 yk > 1 (7
Tle =
m en caso contrario
Una vez definidas todas las constantes necesarias, la secuencia de subdrdenes se obtiene resolviendo el
siguiente problema de optimizacion:

my(t) = min Vy(my(t), oy (t), Oy (1)) (8)
my(t)

st 0< m(t+k|t) < my, Vk €[1,N],
R=am(t +k|t) = M,

En la Tabla 1, se puede observar la estrategia del Algoritmo 1 a modo de resumen.

Algoritmo 1. Optimizacién mediante horizonte deslizante de la particién de grandes érdenes

Requiere: M;, Ny, a, @, B, i, 0, m.

1. M€ M,
2. N &M,
3. Repetir
4. Calcula las predicciones de py (t) y Dy (t).
5. Calcula los limites de m;, como en (7)
6. Calcula M, como en (6)
7. Resuelve (8) para obtener mp, (t)
8. Esperaal siguiente tiempo, que es, t + 1
9. Calcula:
0 para 6rdenes limitadas cuando a(p(t + k|t) —p;) >0
Miyq =

m*(t +1|1) encaso contrario

10. if m{,; > 0 then

11. Se envia m;,, al mercado
12. M €M —mg

13. end if

14 N&EN-1

15. until N=0o0rM =0

Tabla 1. Algoritmo 1

5



6 Descripcion del Algoritmo 1

Los resultados que se aportaron en [1], fueron bastante positivos a pesar del hecho de que el horizonte de
prediccion es bastante largo. La cantidad potencial de ahorro ante las estrategias conocidas del mercado, han

sido bastante significativa.

En el presente proyecto, solo se han utilizado 6rdenes a mercado de compra. A la hora de construir el
Algoritmo 2, que se desarrolla en el apartado siguiente, se lleva a cabo bajo esta premisa, por lo que a la hora
de compararlos solo se hara para 6rdenes a mercado de compra.
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3 DESARROLLO DEL ALGORITMO 2

Como se ha comentado anteriormente, este algoritmo surge de intentar un enfoque alternativo al Algoritmo 1,
en el que se proponia una optimizacién mediante horizonte deslizante de la particién de grandes Ordenes
bursétiles.

En éste, cada orden, que inicialmente seran de 2.000.000 de acciones, se debe distribuir en un intervalo de 120
minutos, que es la duracion de una sesion en el mercado asiatico, en el que se van a realizar las pruebas.

La operacién parte de un estado inicial Z;(t) el cudl se calculara usando datos reales (no predicciones) de
precios y volimenes futuros, a diferencia del Algoritmo 1. La optimizacion da como lugar una secuencia de
120 6rdenes, 120 decisiones de compra/venta.

Por tanto, lo que se va a realizar es lo siguiente:

1. Construccion de un base datos en la que a cada estado inicial se le asocie la secuencia 6ptima de 120
ordenes.

2. Labase de datos anterior se usara después para calcular la particion 6ptima de una orden de 2.000.000
de acciones.

Procedimiento para generar la secuencia dptima, mediante un problema de QP.

4. Una vez calculada la secuencia Optima se usaran los valores de la secuencia en cada instante del
intervalo de la sesion.

3.1. Construccion de la base de datos

Para construir la base de datos BD, se va a necesitar realizar modificaciones en el Algoritmo 1.
Las modificaciones son las siguientes:
e Eliminar las predicciones; solo se usan datos reales, tanto de volumen como de precios.

e Eliminar términos en el indice de rendimiento relacionados con las predicciones, y los errores en el
horizonte deslizante, en concreto el parametro de ajuste u tiene que ser 0, el resto de parametros de
ajuste permanecen igual.

¢ Afadir la expresion donde se almacena la base de datos, BD.

En primer lugar, el Algoritmo 1, carga un conjunto de datos, conjunto de validacion, en el que contienen los
datos de precios y volimenes relacionados con una accion.

Los conjuntos de validacion se han obtenido mediante la funcion Cargar_muchos_datos.m, que carga un Excel
en el que se encuentran los datos de los precios y volimenes por minuto de una determinada accion; en el caso
de este proyecto se han usado los datos de la empresa, Ping An Bank, entre el 1/4/2017 y el 12/29/2020.

Estos conjunto de datos son almacenados en distintas variables. Las variables que se necesitan son las
relacionadas con los precios y volimenes reales.

Por ejemplo, las variables relacionadas con los precios y los volimenes serian:
e X Price_test, dimension: (sesion, tamafio regresor)
- donde la sesion corresponde a una sesién de 120 minutos,
- y el tamario del regresor corresponde a los minutos de la sesion que se quieran utilizar.
7



8 Desarrollo del Algoritmo 2

e X Volume_test: (sesién, tamafo regresor)
- donde la sesion corresponde a una sesion de 120 minutos,
- y el tamafio del regresor corresponde a los minutos de la sesion que se quieran utilizar.

El estado inicial Z;(t), estara formado por la variable X_Price_test, que contiene los precios de una
determinada sesion, y la tltima componente del vector seria X_Volume_test, indicando el volumen medio de
esa sesion:

Z;(t) = [ X Price test (:,tam regresor), X volume test(:,1) |

La base de datos estara formada por estados iniciales con su correspondiente secuencia 6ptima de 120 6rdenes,
(decisiones de compra/venta). Es decir, en cada linea de la base datos aparece la condicién inicial que se dio en
el pasado y su secuencia Optima calculada antes de empezar la sesion; esto es:

m(t) = [m(t +1),...,m;(t + 120)]

Z1 (ty) m;(t,)
Z{ (ty) m;(t;)
Z7 (t3) m3(t3)
Zp(ty) my(t,)

Tabla 2: Base de datos con los estados iniciales y secuencias 6ptimas asociadas.

La Tabla 2, contiene los estados iniciales y secuencias Gptimas asociadas de L sesiones de bolsa; cada una
comienzaen t; + 1y con 120 subérdenes, por lo que m;(t;) € R?°.

Esta base de datos se usara para calcular la particion 6ptima de una orden de 2.000.000 de acciones. Asi, antes
de empezar el intervalo; se formaréa el vector inicial Z,;(t) y a partir de ese estado inicial y de la base de datos
BD, se generara una secuencia Optima im*(t) , la cual se aplicara a razon de una suborden cada minuto. Es
decir, la estimacién de la secuencia 6ptima solo se calcula una vez, antes de comenzar la sesion, y todas las
subdrdenes de la secuencia estimada se enviaran al mercado en el instante que le corresponda.
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3.2. Procedimiento para generar la secuencia

Para generar la secuencia 6ptima, se necesitan como datos de entrada:

La base de datos, DB.
El estado inicial, Z;(t)

El nimero de entradas més cercanas o parecidas al estado inicial, N.

La Tabla 2, muestra el procedimiento de estimacion de la secuencia optima.

Algoritmo 2. Optimizacién mediante estimacién/aprendizaje de la particion de grandes 6rdenes

Input: DB, Z,(t), N.

Output: m*(t) (estimacion de la secuencia 6ptima en t)

1.
2.

Calcular la distancia euclidea d (Z;(t), Z}(t;)), para todos los Z} (t;) de la base de datos DB.
Crear una lista de las entradas de la base de datos DB ordenada segun su distancia d (Z;(t),

Zi(t)-
Construir un conjunto de Q(Z;(t))) usando las primeras N entradas de la lista ordenada (es decir,
usando las N entradas mas cercanas o parecidas).

Resolver el siguiente problema QP:

[ 45, ..., Ay] =arg min XN, A2 (1)
St Moo =1, 2
MarzZit) =27, 3)

Calcular: m*(t) como:

m*(6) = XL, A4 mi()

La base de datos, DB, contiene numerosos estados o sesiones de mercado pasados, en concreto 1500 sesiones,
cada una de ellas formada por 120 minutos. Cada sesion a su vez tiene asignado un vector secuencia optima de

Tabla 3: Algoritmo 2

compra. Por tanto, en relacion con la Tabla 1, la matriz tendra de dimension (1500x221):

1500 correspondientes al nimero de sesiones,

y 221 se divide en: 100 correspondiente a los minutos (aunque en realidad son 120 minutos cada
sesidn, se ha establecido 100 minutos como tamafio maximo de regresor), 1 correspondiente al
volumen por minuto, y luego por otro lado 120 subordenes (decisiones de compra/venta), de acuerdo

con esos 120 minutos.
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El estado inicial Z;(t) es el que va a ser comparado con los estados que contiene la base de datos, para
comprobar cudl de ellos se parece mas a Z,;(t). Para ello, se calcula la distancia euclidea entre los vectores,
para posteriormente ordenarlos de mayor a menor proximidad.

N, es el niUmero de vectores de esa lista ordenada que se van a usar para calcular la secuencia 6ptima como
combinacion de N estados.

Por tanto, el objetivo del algoritmo es encontrar una combinacién de N estados lo méas proximo posible al
estado inicial Z;(t), y ponderar la secuencia 6ptima de cada uno de esos estados, para obtener la secuencia
Optima para el instante siguiente.

3.1.1  Resolver el problema QP.

Como se observa en la Tabla 2, se ha de resolver un problema cuadrético. Para ello se va a hacer uso de la
funcién Quadprog, del paquete de MATLAB Optimization toolbox.

Esta funcion de MATLAB, obedece a la siguiente funcion de optimizacion:

1
min > xTHx+ fTx
st Ax <b,
Aeq x = beq

Ib <x<ub
La sintaxis de quadprog es la siguiente:
[x,fval,exitflag,output] = quadprog(H, f, A, b, Aeq, beq, Ib, ub, X0, options)

Donde:

e Xes la incognita del problema; en este proyecto, corresponde a la variable lambda, 4, la cual se utiliza
para combinar el numero N de estados de la base de datos, para obtener el inicial.

e Fval, devuelve el valor de la solucion de la funcion de coste.

o Exitflag, devuelve valor que describe la condicion de salida, en este caso si es 1, significa que se ha
resuelto satisfactoriamente.

e Output, devuelve una estructura con informacion sobre el proceso de optimizacion.
e Hy fson valores de la funcion de optimizacion.

e Ay b son parametros sujetos a condicion de desigualdad.

e Aeqy beq son parametros sujetos a condicion de igualdad.

e |by ub, son los limites inferior y superior para la variable.

10
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Si se compara esta funcion de optimizacion con el problema del Algoritmo 2, es evidente que hay que realizar
una serie de ajustes para asemejar el problema; entre ellos:

- Ajustar la funcion objetivo:, donde A= x, hay que dar valores a H y f tal que la funcion objetivo quede
A%, esto es:

o H=2eye(N), una matriz identidad multiplicada por 2 para eliminar el % , ¥ que el resultado
de multiplicar X por su traspuesta de x?

o f=zeros(N,1), un vector de ceros para que al multiplicar por x” de como resultado 0.

- Afadir restricciones de desigualdad:
o A =[-BDordenada(1:N,102:221)’; BDordenada(1:N,102:221)’]
o b=[zeros(120,1) ; 2000*ones(120,1)]

Estos pardmetros corresponden a dos restricciones: la primera es que todas las subdrdenes de
compra han de ser mayores que 0, y la segunda que cada secuencia de subdérdenes de compra han
de ser igual a 2.000.000 de acciones.

- Afadir restricciones de igualdad:

o Aeq=[BDordenada(1:N,1:tam_regresor)’; ones(1,N) ];
o Beq=[X_Price_test(k,1:tam regresor)’ ; 1];

Estos pardmetros corresponden también a dos restricciones: la primera es que la combinacion de
estados de la base de datos ponderada por A; ha de ser igual al estado inicial Z;(t), y la segunda
es que la sumatoria de todos los 4; ha de ser igual a 1.

Una vez definidos todos los parametros se resuelve el problema y se obtiene la secuencia 6ptima como:

() = XL 4 mi(t)
O lo que es lo mismo:
m*(t) = transpose(lambda’ * BDordenada(1:N,102:221))

Tras la obtencidn de la secuencia 6ptima se pueden obtener los precios medios a los que se han comprado las
acciones. Se multiplica los precios en el instante siguiente por la secuencia éptima y luego se divide entre
2.000.000 de acciones.

Precio (n) = (Y_Price_real_test_h (1,:,n) * m )/ 20000;

11
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4 VERIFICACION

Una vez terminado el algoritmo, se debe comprobar que esta bien construido para asi corroborar la viabilidad
de este.

Para comprobar el algoritmo, se va a realizar lo siguiente:

1. Seva a crear una base de datos que contiene los estados pasados de los precios de la empresa china
Ping An Bank, cuyo ticker es 000001. Esta empresa posee una gran capitalizacion.

a. Para crear la base de datos, se va a utilizar el Algoritmo 1 modificado como bien se ha
explicado con anterioridad, cargando en él, el conjunto de validacién relacionado con dicha
empresa. Este algoritmo creard la base de datos con 1500 sesiones de 120 minutos, y a cada
sesion le asignara sus 120 subdrdenes de compra, cuya suma debe dar 2.000.000 de acciones.

2. Una vez creada la base de datos, se utiliza el Algoritmo 2, cuyos input son: La base de datos, BD, el

estado inicial, Z;(t), y el numero de entradas o lambdas de la lista ordenada que més se parecen al
estado inicial, N.

41 Prueba1

En esta prueba, lo que se pretende es evaluar un estado inicial, que esté contenido en la base de
datos. Si esto fuera asi, la combinacion lineal de los estados solo tendria una componente, que seria
A, = 1, y el resto de lambdas serian 0, ya que si se multiplica este lambda por el estado de la base de

datos que es igual al estado inicial, se obtendria el estado inicial, y, por consiguiente, la secuencia
Optima asociada.

411 Parametros

Los pardametros utilizados del Algoritmo 2 son:

e N = 20, lo que significa 20 estados mas parecidos; implica 20 posibles lambdas que van a ser
combinadas para obtener el estado inicial.

e Tam_regresor = 100, se va a utilizar 100 componentes de los vectores estados, correspondiente a los
100 minutos de la sesion.

e n=1 2. eslasesion que se vaa comprobar del estado inicial.
Al ejecutar el algoritmo, en primer lugar, se define el estado inicial bajo la variable:
X_Price_test = X_Price_test _h (1,tam_regresor,n)

Luego, este vector se compara con la base de datos, y se crea una lista de N estados mas parecidos al estado
inicial, esto es, el paso 2 del algoritmo 2, en el que se calcula la distancia euclidea.

Cuando ya se tiene la lista ordenada, se resuelve el problema de QP, y es aqui donde se comprueba el correcto
funcionamiento del algoritmo.

13



Verificacion

41.2 Resultados prueba 1

e Paralasesién, n = 1: Todos los lambdas son 0 excepto la primera componente.

(= le el

Esto significa que, en la lista de la base de datos de 20 estados, el primer estado es idéntico al estado
inicial. Por lo que su secuencia Optima de subdrdenes de compras sera idéntica, y solo sera
combinacion de ella misma, es decir:

Z; = A'.BDordenada(1:100)

Y el vector asociado a las subdrdenes de compra sera:

m* = A'.BDordenada(100:221)

Este vector de sub6rdenes de compra, si se sumaran todas sus componentes, seria igual a 2.000.000
acciones.

Si quisiéramos comprar con esta secuencia, tendriamos que multiplicar este vector por los precios
futuros:

Y _Price_real_test h(1,:,n) * im*

Si dividimos este valor por el nimero de acciones compradas, obtenemos el precio medio de
compra de las acciones:

A~ %

] ] Y_Price_real_test_h(1,:,n) * m
Precio Medio = oM = 12.7840u.m

14
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e Paralasesion, n = 2: Ocurriria lo mismo, A, = 1, y el resto serian 0. Es asi porque se vuelve a ordenar
la lista y el primer vector es el méas parecido; en este caso idéntico al estado inicial de la sesion n = 2.

S OO OO

La secuencia Gptima depende Unicamente del primer estado, pues seré la asociada en el Algoritmo 1.

El precio medio en este caso seria:

A %

) ) Y_Price_real_test_h(1,:,n) * m
Precio Medio = oM = 10.7107 u.m

e Para lasesion, n = 3: Se encuentra un escenario diferente. En primera instancia, se pensé que pudo ser
un fallo del algoritmo, ya que no se obtuvo A; = 1, que es lo que habia estado ocurriendo en los
demaés casos, al encontrarse el estado inicial contenido en la base de datos.

Lo que ocurria es que el estado n = 3, estaba contenido 2 veces en la base de datos, y esto daba como
solucion, 1, = 0.5, 1, = 0.5, pues es totalmente légico, al haber 2 estados equidistantes en la base
de datos al estado inicial, se usa la combinacién lineal de los 2.

0.5
I

o |
0

Como son los dos estados iguales, y también tienen la misma secuencia de subdrdenes asociada, daria
lo mismo que fuese A; = 1,4, = 0,0 cualquier combinacion cuya sumatoria entre estas dos
componentes sea 1.

El precio medio en este caso:

A %

] ) Y_Price_real_test_h(1,:,n) * m
Precio Medio = oM = 16.0600 u.m

15
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4.2 Prueba?2

En esta prueba, se va a realizar lo mismo que en la prueba 1, pero modificando los pardmetros del algoritmo.
Se va a comprobar la consistencia aumentando el nimero de entradas de la lista ordenada, es decir, utilizar
mas lambdas a la hora de obtener la combinacion del estado inicial.

4.21

Parametros

N = 200, lo que significa 200 estados mas parecidos, implica 20 posibles lambdas que van a ser
combinadas para obtener el estado inicial.

Tam_regresor = 100, se va a utilizar 100 componentes de los vectores estados, correspondiente a los
100 minutos de la sesion.

n=1, 2.. es lasesion que se va a comprobar del estado inicial.

4.2.2 Resultados prueba 2

Para la sesion n = 1, cudndo se esperaba obtener un A; = 1,y el resto 0, como anteriormente, al haber
tantos lambdas, el solucionador encuentra otras soluciones éptimas. Utiliza casi todos los lambdas
para obtener la combinacion del estado inicial. Es decir, utiliza 200 estados de la base de datos,
combinandolos para obtener el estado inicial. Esto es:

0.5137
0.0307
0.0193
0.0193
0.0095
—0.0045

—0.0369

Z; = X' .BDordenada(1:100)
m* = 1'.BDordenada(100:221)

Ahora la secuencia de subdrdenes dptima sera la combinacién de todas las secuencias de subdrdenes
de los 200 estados.

16
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El precio medio que se obtendria con esta secuencia sera:

A~ %

) ) Y_Price_real_test_h(1,:,n) * m
Precio Medio = oM = 12.8173 u.m

Si lo comparamos con el precio obtenido en la Prueba 1, el precio medio ha aumentado:

12.8173 — 12.7840
%Aumento = 127840 x 100 = 0.26 %

El precio ha aumentado un 0,26%, luego se puede concluir en este caso que, a pesar de ser una
cantidad pequefia, se ha obtenido un resultado peor, ya que el precio medio de compra es mayor.

e Paralasesion n =2 se tiene:

0.5500
—0.0009
—0.0107

0.0222

0.0068

K—0.0lZl)
—0.0051
En este caso, el precio medio de compra ha sido:

] ) Y_Price_real_test_h(1,:,n) * m*
Precio Medio = oM =10.7802 u.m

Luego si lo comparamos con el Precio medio obtenido en la Prueba 1, el precio también ha
aumentado.

10.7802 — 10.7107
%Aumento = 107107 x 100 = 0.65 %

El precio ha aumentado un 0.65%, luego igual que anteriormente, el resultado es peor.

17
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4.3 Conclusiones Prueba 1y Prueba 2.

Al contrastar los resultados, es evidente que estos son mejores en la prueba 1, ya que se ha obtenido un precio
menor de compra. Esto es debido a que, al tener un nimero reducido de estados, el solucionador encuentra la
solucion que es igual que el estado inicial, con solo un estado de la base de datos, a diferencia de la prueba 2,
que utiliza todos los estados (N=200), para combinarlos y obtener el estado inicial, independientemente de si
son mas cercanos o no, los utiliza todos; es decir, encuentra una funcién de coste menor, cuando combina los
200 estados.

Pero ¢ por qué son mejores?.

Pues, en la base de datos, cada estado tiene asociado su secuencia dptima de subdrdenes, entonces al tener un
estado inicial que es igual que al menos uno de los estados de la base, su secuencia 6ptima ya esta calculada, y
es dificil, encontrar una combinacién de estados en las que se obtenga una secuencia Optima mejor que la
presente en la base.

Esto solo ocurre porque estamos utilizando estados que estan contenidos en la base.

Ademas, cuando se utilizan muchos estados de la base de datos, N=200 o0 mas, el algoritmo busca la solucion
gue es igual al estado inicial, pero sin tener en cuenta cuales son los estados mas cercanos al estado inicial.
Esto nos da soluciones que no se parecen a la realidad.

Es por esto, que surge la necesidad de realizar un ajuste al algoritmo, para que este tenga en cuenta
aquellos estados mas cercanos al estado inicial cuando se esta usando una numerosa cantidad de
lambdas o entradas.

Para ello se va a modificar la funcion de coste. Se le va a incluir la distancia euclidea entre los estados de la
base de datos, y un parametro y de ponderacion. Al insertar la distancia euclidea, como es una funcion objetivo
de minimizacién, el algoritmo intentara combinar con mayor proporcién aquellos estados mas cercanos al
estado inicial.

4.4 Algoritmo 3

Tras la necesidad de modificar el Algoritmo 2, surge la implementacién de un nuevo Algoritmo, que también
va a ser comparado en los resultados del proyecto.

A modo de resumen, en la Tabla 4, se observa el Algoritmo 3. Optimizacion mediante estimacion/aprendizaje
de la particion de grandes ordenes con ponderacion de la Distancia Euclidea.

18
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Algoritmo 3. Optimizacion mediante estimacién/aprendizaje de la particion de grandes ordenes con
ponderacion de la Distancia Euclidea.

Input: DB, Z;(t), N.
Output: m*(t) (estimacion de la secuencia 6ptima en t)
16. Calcular la distancia euclidea d (Z;(t), Z!(t;)), para todos los Z!(t;) de la base de datos DB.

17. Crear una lista de las entradas de la base de datos DB ordenada segin su distancia d (Z,(t),
Zi(t)-

18. Construir un conjunto de Q(Z;(t))) usando las primeras N entradas de la lista ordenada (es decir,
usando las N entradas mas cercanas o parecidas).

19. Resolver el siguiente problema QP:

[A145, ..., Ay] =arg min XY, A7 (v + d;) 1)
st YN, =1, @)
LihZi) =20, 3)

20. Calcular: m*(t) como:

(1) = XLy A mi ()

Tabla 4. Algoritmo 3

En el cddigo, la modificacion se hace en la matriz H, que esta contenida en la funcion de coste:

H = 2*(diag(BD2(1:N,1)) + gamma*eye(N))

En el siguiente apartado, se van a calcular secuencias Optimas para estados que no estan contenidos en
la base, y comprobaremos con qué nimero de estados se obtienen mejores resultados. Es decir, si se
obtienen mejores resultados con mayor combinacion de lambdas o menores.

19
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4.1 Resultados con horizonte de 120 minutos

5 RESULTADOS

Los resultados han sido clasificados en base a los parametros ajustables del algoritmo. Estos son: el tamafio del
regresor, el nimero N de entradas més parecidas al estado inicial y el numero de sesiones. Ademas, para el
Algoritmo 3, se obtendran diferentes resultados en funcién del pardmetro de ponderacion y.

El objetivo es obtener el menor precio medio de compra posible. Se va a probar con distintos ajustes para ver

en cual se obtiene mejor precio.

A continuacion, se muestran diferentes casuisticas en las que se van a comparar los tres algoritmos.

5.1.1 Comparativa

- CASO1:

o Pardmetros ajustables:

Parametros

tam_regresor

N entradas

n_test sesiones

Algoritmo 1

50

20

Algoritmo 2

50

200

20

Algoritmo 3

50

200

20

o Precios por sesion:

Tabla 5. Pardmetros ajustables caso 1

Sesién

1

2

3

4

5

6

7

8

9

10

Algoritmo 1

13,1428

13,9170

13,0057

13,4590

14,1621

14,3380

12,7063

14,5001

13,1040

14,5800

Algoritmo 2

13,1436

14,0044

13,0048

13,4604

14,1501

14,4224

12,7140

14,5006

13,0403

15,0335

¥y =0.1

Algoritmo 3

13,1662

13,9387

13,0230

13,4650

14,1305

14,4428

12,7152

14,5060

13,0575

15,0462

y=0.01

Algoritmo 3

13,1656

13,9357

13,0210

13,4639

14,1321

14,4410

12,7148

14,5061

13,0566

15,0447

¥y =0.001

Algoritmo 3

13,1654

13,9355

13,0206

13,4637

14,1323

14,4408

12,7147

14,5061

13,0564

15,0448

Sesion

11

12

13

14

15

16

17

18

19

20

Algoritmo 1

14,1439

12,6490

13,4743

15,2050

12,3510

13,3155

13,5885

14,7850

13,0316

13,4251

Algoritmo 2

14,1027

12,7006

13,5111

15,3553

12,4436

13,3810

13,6160

14,8784

13,0349

13,4637

y=0.1

Algoritmo 3

14,0996

12,6717

13,5147

15,3538

12,3789

13,3669

13,6075

14,8669

13,0188

13,4203

Yy =0.01

Algoritmo 3

14,0992

12,6715

13,5149

15,3537

12,3777

13,3668

13,6076

14,8669

13,0194

13,4175

y =0.001

Algoritmo 3

14,0992

12,6715

13,5149

15,3537

12,3778

13,3667

13,6075

14,8669

13,0195

13,4171

Tabla 6. Precios por sesion caso 1
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Resultados

PRECIO

Observando la tabla de precios, dependiendo de la sesion, se obtienen mejores precios en un
algoritmo o en otro. En la Figura 2, se puede observar de manera gréfica en qué algoritmo se
obtiene menores precios por sesion.

B Algoritmo 1

16,0000
15,5000
15,0000

14,5000

H Algoritmo 2 m Algoritmo 3y =0.01

14,0000
13,5000
13,0000
12,5000 I I I I
12,0000

10 11 12 13 14 15 16 17 18 19 20

N2 SESION

Figura 2. Gréfica de precios caso 1

En la Tabla 7, se puede observar que se ha obtenido mejor precio de compra en el Algoritmo 1, ya
que el precio medio de compra es menor.

Precio medio Algoritmo 1 13,6442

Precio medio Algoritmo 2 13,6920

Y =0.1 Precio medio Algoritmo 3 13,6895
Y =0.01 Precio medio Algoritmo 3 13,6888
¥ =0.001 Precio medio Algoritmo 3 13,6888

Tabla 7. Precios medios caso 1
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- CASO2:

o Pardmetros ajustables: En comparacion con el Caso 1, se ha aumentado el nimero de entradas
para comprobar su impacto en el precio. Al haber mayor nimero de entradas, habrd una
combinacion mayor de estados para conseguir el estado inicial.

Parametros
tam_regresor | N entradas | n_test sesiones
Algoritmo 1 50 - 20
Algoritmo 2 50 250 20
Algoritmo 3 50 250 20

Tabla 8. Pardmetros ajustables caso 2

o Precios por sesion: En la Tabla 9, se puede observar un ligero cambio en los
Algoritmo 2. Se han reducido en algunos casos.

precios del

Sesién

1

2

3 4

5

6

7

8

10

Algoritmo 1

13,1428

13,9170

13,0057 | 13,4590

14,1621

14,3380

12,7063

14,5001

13,1040

14,5800

Algoritmo 2

13,1374

14,0277

13,0049 | 13,4605

14,1554

14,4391

12,7159

14,4987

13,0481

15,0022

Y =0.1

Algoritmo 3

13,1638

13,9472

13,0132 | 13,4649

14,1495

14,4487

12,7108

14,5030

13,0519

15,0390

y =0.01

Algoritmo 3

13,1644

13,9433

13,0121 13,4639

14,1507

14,4469

12,7110

14,5035

13,0521

15,0320

¥y =0.001

Algoritmo 3

13,1642

13,9427

13,0119 13,4637

14,1509

14,4467

12,7110

14,5036

13,0521

15,0311

Sesion

11

12

13 14

15

16

17

18

19

20

Algoritmo 1

14,1439

12,6490

13,4743 | 15,2050

12,3510

13,3155

13,5885

14,7850

13,0316

13,4251

Algoritmo 2

14,1056

12,6843

13,5150 15,3525

12,4230

13,3642

13,6142

14,8506

13,0251

13,4607

y=0.1

Algoritmo 3

14,0998

12,6807

13,5146 | 15,3531

12,3517

13,3636

13,6030

14,8607

13,0197

13,4351

y=0.01

Algoritmo 3

14,1004

12,6802

13,5154 | 15,3529

12,3547

13,3652

13,6032

14,8607

13,0195

13,4288

¥ =0.001

Algoritmo 3

14,1004

12,6801

13,5156 | 15,3529

12,3552

13,3655

13,6033

14,8607

13,0195

13,4277

Tabla 9. Precios por sesion caso 2
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Resultados

En la Figura 3, se puede observar de manera grafica en que algoritmo se obtiene menores precios
por sesion. Se elige el mejor precio del Algoritmo 3 a la hora de representarlo en la grafica.

m Algoritmo 1l mAlgoritmo 2  m Algoritmo 3 y =0.001

16,0000
15,5000
15,0000
14,5000

14,0000
13,5000
13,0000
12,5000 I I I I
12,0000

9 10 11 12 13 14 15 16 17 18 19 20
N2 SESION

PRECIO

Figura 3. Gréfica de precios caso 2

En este caso, se ha obtenido una ligera bajada de precios en el Algoritmo 2, pero sigue sin ser
suficiente. EI Algoritmo 1 obtiene mejores precios.

Precio medio Algoritmo 1 13,6442

Precio medio Algoritmo 2 13,6899

Y =0.1 Precio medio Algoritmo 3 13,6887
¥ =0.01 Precio medio Algoritmo 3 13,6880
¥y =0.001 Precio medio Algoritmo 3 13,6879

Tabla 10. Precios medios caso 2
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- CASO3:

o Parametros ajustables: En este caso se han modificado la entrada y el tamafio del regresor, es
decir, ahora se utilizara todas las componentes de los vectores estado.

Parametros
tam_regresor | N entradas | n_test sesiones
Algoritmo 1 100 - 20
Algoritmo 2 100 300 20
Algoritmo 3 100 300 20

Tabla 11. Parametros ajustables caso 3

o Precios por sesion: En este caso han modificado los precios los 3 algoritmos, debido al
incremento de componentes.

Sesion

1 2 3 4 5 6 7 8 9

10

Algoritmo 1 | 13,1751 | 14,0006 | 12,9566 | 13,4521 | 14,1830 | 14,4261 | 12,7169 | 14,4893 | 13,0486 | 14,5800

Algoritmo 2 | 13,1342 | 13,9877 | 13,0039 | 13,4582 | 14,1485 | 14,4375 | 12,7158 | 14,5079 | 13,0495 | 15,0628

¥ =0.1 |[Algoritmo 3 |13,1598|13,9704|12,9931|13,4594|14,1232|14,4477|12,7117|14,5035|13,0381| 15,0187
¥ =0.01 |Algoritmo 3 | 13,1599 |13,9712|12,9908 | 13,4593 | 14,1244 | 14,4480 12,7117 | 14,5040 | 13,0375 | 15,0218
y = 0.001 | Algoritmo 3 | 13,1599 | 13,9712 | 12,9908 | 13,4593 | 14,1244 | 14,4480 12,7117 | 14,5040 | 13,0375 | 15,0218
Sesién
11 12 13 14 15 16 17 18 19 20
Algoritmo 1 | 14,1310 12,7120 13,4788 | 15,2050 | 12,3617 | 13,3392 | 13,5788 | 14,8850 | 13,0147 | 13,4080
Algoritmo 2 | 14,1129|12,6818 | 13,5222 | 15,3588 |12,4230| 13,3676 | 13,6076 | 14,8709 | 13,0250 | 13,4763
¥ =0.1 |Algoritmo 3 | 14,0899 |12,6811|13,4995|15,3693|12,3871|13,3549|13,6220|14,8512 (13,0197 | 13,4378
¥ =0.01 |Algoritmo 3 | 14,0897 | 12,6809 | 13,5000 | 15,3692 | 12,3864 | 13,3564 | 13,6190 | 14,8513 | 13,0199 | 13,4361
¥ = 0.001 | Algoritmo 3 | 14,0897 | 12,6809 | 13,5000 | 15,3692 | 12,3864 | 13,3564 | 13,6190 | 14,8513 | 13,0199 | 13,4361

Tabla 12. Precios por sesion caso 3
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PRECIO

Resultados

En la Figura 4, se puede observar de manera grafica en que algoritmo se obtiene menores precios
por sesion.
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W Algoritmo 1 M Algoritmo2 m®Algoritmo3y=0.1

1 2 3 4 5 6 7 8 9 13
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N2 SESION

Figura 4. Gréfica de precios caso 3

14 15 16

17 18

19 20

Al igual que en el resto de casos, el precio de compra que proporciona el Algoritmo 1 es menor.

Precio medio Algoritmo 1 13,6571

Precio medio Algoritmo 2 13,6857

y=0.1 Precio medio Algoritmo 3 13,6869
¥y =0.01 Precio medio Algoritmo 3 13,6869
¥ =0.001 Precio medio Algoritmo 3 13,6869

Tabla 13. Precios medio caso 3
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5.2 Resultados con horizonte de 40 minutos
Tras los resultados obtenidos en el apartado anterior, se ha decidido reducir el horizonte de 120 minutos a 40
minutos. Es decir, las sesiones de compra de acciones se realizaran en 40 minutos.

Es necesario, por tanto, modificar la Base de datos, DB, que tendra las misma cantidad de sesiones, pero con
menos minutos, y, por tanto, su secuencia Optima asociada también sera de 40 minutos.

Entonces la base de datos tendré ahora de dimension: (1500x81)
- 1500 correspondientes al nimero de sesiones,

-y 81 sedivide en, 40 correspondiente a los precios por minutos, (40 minutos como tamafio maximo de
regresor), 1 componente asociada al volumen y luego por otro lado 40 subdrdenes (decisiones de
compra/venta), de acuerdo con esos 40 minutos.

Con este cambio, se reduce la aleatoriedad con la que se combinaban las secuencias 6ptimas para obtener la
secuencia m* que luego se multiplicara por los precios futuros, al tener que sumar 2.000.000 de acciones en 40
minutos y no 2.000.000 acciones en 120 minutos.

5.21 Comparativa

- CASO4:

o Pardmetros ajustables: El parametro y aparece en la tabla de precios.

Parametros
tam_regresor | N entradas | n_test sesiones
Algoritmo 1 40 - 20
Algoritmo 2 40 100 20
Algoritmo 3 40 100 20

Tabla 14. Parametros ajustables caso 4

o Precios por sesion: Apenas varian los precios en los 2 Gltimos casos.

Sesién
1 2 3 4 5 6 7 8 9 10
Algoritmo 1 | 13,2063 | 14,0710| 13,0047 | 13,4819 | 14,2286 | 14,4580| 12,7000 | 14,4636 | 13,1242 | 15,1060
Algoritmo 2 | 13,2016 | 13,9939 | 12,9763 | 13,4785 | 14,2186 | 14,4377 | 12,7226 | 14,4840 | 13,0813 | 15,1263
¥ =0.1 |Algoritmo 3 |13,2015| 13,9996 |12,9760|13,4787 | 14,2189 | 14,4374 12,7233 | 14,4860 | 13,0818 | 15,1273
¥ =0.01 | Algoritmo 3 | 13,2014 | 14,0050 | 12,9751 | 13,4786 | 14,2190 | 14,4369 | 12,7238 | 14,4864 | 13,0813 | 15,1275
¥ =0.001 | Algoritmo 3 | 13,2014 | 14,0050 | 12,9751 | 13,4786 | 14,2190 | 14,4369 | 12,7238 | 14,4864 | 13,0813 | 15,1275
Sesién
11 12 13 14 15 16 17 18 19 20
Algoritmo 1 | 14,0067 | 12,6270 | 13,5410 | 15,3670 | 12,3453 | 13,3440 | 13,6024 | 15,0037 | 12,9931 | 13,4090
Algoritmo 2 | 14,0207 | 12,6326 | 13,5406 | 15,4230 12,3517 | 13,4389 | 13,5773 | 14,9089 | 12,9858 | 13,3622
¥ =0.1 |[Algoritmo 3 |14,0196|12,6324|13,5410|15,4225|12,3528|13,4404|13,5736|14,9090|12,9854 | 13,3623
¥ =0.01 | Algoritmo 3 | 14,0187 | 12,6323 | 13,5411 | 15,4226 | 12,3535 | 13,4414 | 13,5715 | 14,9090 | 12,9848 | 13,3620
y =0.001 | Algoritmo 3 | 14,0187 | 12,6323 | 13,5411 | 15,4226 | 12,3535 | 13,4414 | 13,5715 | 14,9090 | 12,9848 | 13,3620

Tabla 15. Precios por sesion caso 4
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PRECIO

Resultados

En la Figura 5, se puede observar de manera grafica en que algoritmo se obtienen menores
precios por sesion.
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Figura 5. Gréfica de precios caso 4

19 20

o Precios medios: Se puede observar en la Tabla 16, que se obtienen mejores precios de compra en
el Algoritmo 2. En el Algoritmo 3 se fuerza a que se combinen los estados mé&s cercanos, y es mas
dificil encontrar una solucién mejor.

Precio medio Algoritmo 1 13,7042

Precio medio Algoritmo 2 13,6981

y=0.1 Precio medio Algoritmo 3 13,6985
¥ =0.01 Precio medio Algoritmo 3 13,6986
¥ =0.001 Precio medio Algoritmo 3 13,6986

Tabla 16. Precios medios caso
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- CASO5:

o Parametros ajustables: Se ha aumentado unicamente el nimero de lambdas a 150.

Parametros
tam_regresor | N entradas | n_test sesiones
Algoritmo 1 40 - 20
Algoritmo 2 40 150 20
Algoritmo 3 40 150 20

Tabla 17. Parametros ajustables caso 5

o Precios por sesion: Igual que en el anterior caso apenas se producen cambios en los 2 ultimos
€asos.

Sesion
1 2 3 4 5 6 7 8 9 10
Algoritmo 1 | 13,2063 | 14,0710| 13,0047 | 13,4819 | 14,2286 | 14,4580| 12,7000 | 14,4636 | 13,1242 | 15,1060
Algoritmo 2 | 13,2016 | 14,0043 | 12,9778 | 13,4756 | 14,2155 | 14,4364 | 12,7222 | 14,4810 | 13,0665 | 15,1185
¥ =0.1 |Algoritmo 3| 13,2027 |14,0046|12,9792|13,4769 | 14,2161 | 14,4377 | 12,7223 | 14,4836 | 13,0667 | 15,1185
¥ =0.01 | Algoritmo 3 | 13,2035 | 14,0062 | 12,9798 | 13,4777 | 14,2163 | 14,4380| 12,7221 | 14,4848 | 13,0703 | 15,1188
y =0.001 | Algoritmo 3 | 13,2037 | 14,0065 | 12,9798 | 13,4779 | 14,2164 | 14,4379 | 12,7220 | 14,4847 | 13,0708 | 15,1189
Sesion
11 12 13 14 15 16 17 18 19 20
Algoritmo 1 | 14,0067 | 12,6270 13,5410 | 15,3670 | 12,3453 | 13,3440 | 13,6024 | 15,0037 | 12,9931 | 13,4090
Algoritmo 2 | 14,0174 | 12,6366 | 13,5391 | 15,4347 | 12,3480 | 13,4211 | 13,5835 | 14,9336 | 12,9859 | 13,3526
¥ =0.1 |[Algoritmo 3 |14,0166|12,6359|13,5410|15,4403|12,3467|13,4123|13,5823|14,9337|12,9856|13,3514
¥ =0.01 | Algoritmo 3 | 14,0158 | 12,6357 | 13,5427 | 15,4395 | 12,3461 | 13,4109 | 13,5796 | 14,9337 | 12,9845 | 13,3515
¥ = 0.001 | Algoritmo 3 | 14,0155 | 12,6357 | 13,5430 | 15,4394 | 12,3460 | 13,4107 | 13,5787 | 14,9337 | 12,9842 | 13,3515

Tabla 18. Precios por sesion caso 5
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PRECIO

Resultados

En la Figura 6, se puede observar de manera grafica en que algoritmo se obtiene menores precios
por sesion.
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Figura 6. Precios por sesion caso 5
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o Precios medios: Al igual que en el anterior caso, se ha obtenido un mejor precio para el

Algoritmo 2.
Precio medio Algoritmo 1 13,7042
Precio medio Algoritmo 2 13,6976
y=0.1 Precio medio Algoritmo 3 13,6977
¥ =0.01 Precio medio Algoritmo 3 13,6979
¥ =0.001 Precio medio Algoritmo 3 13,6978

Tabla 19. Precios medio caso 5
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- CASOG6:
o Parametros ajustables: Se aumenta de 150 entradas a 200 entradas.

Parametros
tam_regresor | N entradas | n_test sesiones
Algoritmo 1 40 - 20
Algoritmo 2 40 200 20
Algoritmo 3 40 200 20

Tabla 20. Parametros ajustables caso 6

o Precios por sesién: En este caso a diferencia de los 2 anteriores, si varian los precios para los 2
Gltimos valores de gamma.

Sesion
1 2 3 4 5 6 7 8 9 10
Algoritmo 1 | 13,2063 | 14,0710| 13,0047 | 13,4819 | 14,2286 | 14,4580| 12,7000 | 14,4636 | 13,1242 | 15,1060
Algoritmo 2 | 13,2023 | 13,9982 | 12,9686 | 13,4768 | 14,2134 | 14,4448 | 12,7231 | 14,4841 13,0821 | 15,1220
¥ =0.1 |Algoritmo 3| 13,2021 |14,0010|12,9717|13,4777|14,2157 | 14,4427 | 12,7227 | 14,4854 | 13,0825 | 15,1189
¥ =0.01 |Algoritmo 3 |13,2023|14,0010|12,9731|13,4784|14,2163|14,4408|12,7223|14,4859|13,0819|15,1183
¥ = 0.001 | Algoritmo 3 | 13,2023 | 14,0011 | 12,9733 | 13,4785 | 14,2163 | 14,4403 | 12,7222 | 14,4858 | 13,0819 | 15,1182
Sesion
11 12 13 14 15 16 17 18 19 20
Algoritmo 1 | 14,0067 | 12,6270 13,5410 15,3670| 12,3453 | 13,3440| 13,6024 | 15,0037 | 12,9931 | 13,4090
Algoritmo 2 | 14,0075 |12,6345| 13,5191 | 15,4017 |12,3485| 13,4511 | 13,5858 | 14,9502 | 12,9867 | 13,3636
¥ =0.1 |Algoritmo 3 |14,0113|12,6349|13,5231|15,4120|12,3476|13,4415|13,5844|14,9491 | 12,9866 | 13,3588
¥y =0.01 |Algoritmo 3 | 14,0120 12,6351 |13,5250| 15,4151 12,3472 (13,4371 (13,5818 | 14,9490 | 12,9858 | 13,3551
y = 0.001 | Algoritmo 3 | 14,0122 | 12,6352 | 13,5253 | 15,4152 | 12,3472 | 13,4365 | 13,5811 | 14,9490 | 12,9855 | 13,3547
Tabla 21. Precios por sesion caso 6
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PRECIO

Resultados

En la Figura 7, se puede observar de manera grafica en que algoritmo se obtiene menores precios
por sesion.
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Figura 7. Precios por sesion caso 6

o Precio medio: En este caso se ha obtenido los mismos resultados en el Algoritmo 2 y en el
Algoritmo 3 (y = 0.01, y = 0.001), esto es debido al incremento de N. Al haber tantos lambdas,
aun teniendo que ponderar aquellos estados mas cercanos, se ha conseguido el mismo precio.

Precio medio Algoritmo 1 13,7042

Precio medio Algoritmo 2 13,6982

y=0.1 Precio medio Algoritmo 3 13,6985
Y =0.01 Precio medio Algoritmo 3 13,6982
y = 0.001 Precio medio Algoritmo 3 13,6982

Tabla 22. Precios medios caso
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6 CONCLUSIONES

En primer lugar, quisiera recordar cuales eran los objetivos principales del proyecto:

- Obtener un algoritmo alternativo al que se llevo a cabo en [1].
- Verificar su viabilidad.

- Compararlo con el algoritmo de partida [1].

Tras obtener los resultados se han obtenido las siguientes conclusiones:

El Algoritmo 2 funcionaba perfectamente y aportaba valores muy parecidos a los del algoritmo [1]. Aunque
era necesario realizar un ajuste porque la manera en la que combinaba los estados estaba lejos de la realidad.
No tenia sentido que utilizara todos los estados de igual manera cuando estos distaban una gran longitud
(distancia euclidea) del estado inicial.

Tras su modificacion, y obtencién del Algoritmo 3, el resultado de los precios no mejor, algo 6gico, ya que
antes se obtenia el estado inicial combinando todos los estados para minimizar la funcion de coste. Tras afiadir
los términos de distancia euclidea en la funcion objetivo para ponderar mas aquellos estados mas cercanos al
estado inicial, es imposible obtener unos resultados mejores que los anteriores debido a que se han acotado las
posibles soluciones.

Otro aspecto importante ha sido el cambio de horizonte, reduciendo éste de 120 minutos a 40 minutos.

Cuando el horizonte estaba fijado en 120 minutos, los algoritmos debian comprar 2.000.000 de acciones en ese
intervalo de tiempo. Cuando este combinaba las secuencias Optimas asociadas de los estados de la base de
datos, la combinacién tiene el mismo fundamento que la obtencion del estado inicial, y eso no significa que
sea la mas eficiente, pues puede distribuir las 2.000.000 de acciones para los siguientes 120 minutos de una
manera peor, ya que no conocemos los precios futuros, y, por lo tanto, puede dar un precio mas alto de
compra.

Tras reducir el horizonte a 40 minutos, se volvio a calcular los resultados de los algoritmos, obteniendo en este
caso, un resultado favorable al Algoritmo 2 y el Algoritmo 3. Pues el algoritmo [1], distribuye la secuencia
Optima de los estados de una manera muy regular, es decir, los valores de compra son muy parecidos en
muchos minutos, mientras que la combinacion de las secuencias optimas repartidas en los 40 minutos en el
Algoritmo 2 y Algoritmo 3, han proporcionado un precio menor de compra.

Entre estos dos Ultimos, debe obtenerse un peor precio en el Algoritmo 3, ya que se fuerza a que combine con
mayor ponderacién aquellos estados mas cercanos, mientras que en el Algoritmo 2, tiene mas libertad, y es por
esto que puede obtener menores precios, aungque esto no ocurra siempre asi.

Durante la exposicion de los resultados del horizonte de 120 minutos, se realizé una variacion progresiva de
los parametros para concluir cuales eran los ideales. Por ejemplo, a la hora de definir N, (el nimero de estados
de la lista ordenada més parecidos al estado inicial), en la mayoria de los casos, los algoritmos proporcionaban
mejores resultados cuando se incrementaba N.

Pero en los resultados del horizonte de 40 minutos no ocurria asi, se obtienen mejores valores para un N
intermedio, ni muy grande, ni muy pequefio, el justo. En el proyecto, se ve reflejado para N=150, este valor
obtiene mejores resultados que para N=100, 0 N=200. Y para el parametro de ponderacion y, en todos los
resultados coincide un mejor precio para y=0.1, excepto para N = 200.

Para concluir, los objetivos han sido logrados de manera satisfactoria. Ademas, en cuanto a lineas futuras este
proyecto es totalmente modificable, y se pueden afiadir diferentes parametros que ajusten ain mas los
resultados a la realidad.
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ANEXO: CODIGOS USADOS

Algoritmo 1: Receding Horizon Optimization of Large Trade Orders

clc;
clear; close all;

Nc= 120;
for flag 1limit=0:0
for flag precio=0:1
for n_dataset=5:5
if n dataset==0

load('002040 reducido.mat');
elseif n dataset==1

load('300239v5 reducido.mat')

elseif n dataset==

load('300033v2 reducido.mat')

elseif n dataset==3

load('000001v2 mitadl 183000")

elseif n dataset==

load('002466v2 reducido.mat')

elseif n dataset==5

load('000001v2 mitad2 183000 paraestado')

elseif n dataset==

load('000001v2 reducido.mat')

elseif n dataset==

load('000333v2 reducido.mat')

elseif n dataset==

load('600519v2 reducido.mat')

end

n _test = 1500;

num_acciones_ total = 20000; %Las acciones van en paquetes

$Es decir, se compran 20000 paquetes de 100.

alpha = 0.1;
beta = 1.1;

mu = 0.65;
sigma = 1.05;

tic

%Estoy suponiendo que num acciones son los paquetes de acciones
num_acciones = num_acciones_total;
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Anexo: Cadigos usados

tam regresor = 100;
X Price = [X Price(:,l:tam regresor) X Volume(:,1)];
X Volume = [X Volume (:,l:tam regresor) X Price(:,1)];

for n=1l:n test

u _hist = [];

num_acciones
Nc = 120;

num_acciones_total;

X Price test = X Price test h(:,:,n);
Y Price test Y Price test h(:,:,n);

X Price real test = X Price real test h(:,:,n);
Y Price real test = Y Price real test h(:,:,n);

X Volume test = X Volume test h(:,:,n);
Y Volume test = Y Volume test h(:,:,n);

X Volume real test = X Volume real test h(:,:,n);
Y Volume real test = Y Volume real test h(:,:,n);
X Price test = [X Price test(:,l:tam regresor) X Volume test(:,1)];
X Volume test = [X Volume test(:,l:tam regresor) X Price test(:,1)];

TWAP = mean (Y Price real test(l,:));

$Tenemos que decidir cémo se va a elegir el limite

oo

limit = 100* (0.995*TWAP) ;
limit 100000000;

for k=1:120

$Agui vendria la prediccidén del precio y de los volumenes
if flag precio==

precio = DirectWeight (X Price,Y Price real,X Price test(k,:),350);
precio = precio(l:Nc)';

else
precio = Y Price real test(l,k:end)';
end
precio = precio*100;

if flag precio==

volumen = DirectWeight (X Volume,Y Volume real,X Volume test(k,:),400);
volumen = volumen (1:Nc)';

volumen (volumen<0) = abs (volumen(l));
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else
volumen = DirectWeight (X Volume,Y Volume real,X Volume test(k,:),400);
volumen = volumen (1:Nc)';
volumen (volumen<0) = abs(volumen(l));

gvolumen = Y Volume real test(l,k:end)’';
end

volumen = volumen/100;
$Hago la modificacidédn pertinente

marca = precio<limit;

%

marca(l) = 1;
marca num = find(marca==1);

Nc_reducido = sum(marca==1);

%$Voy a comprobar gque puedo comprar todas mis acciones para el
%horizonte reducido

if Nc_reducido* (0.l*num acciones_total)<num acciones

m = 0.1*num acciones total*ones (1,Nc_reducido);
u(marca num) = m;

flag _solver = 0;
else

num_acciones_ reducido = num acciones;

flag solver = 1;
end

$Digamos que estamos comprando
a = 1;

if flag solver==

cota = precio<=limit;
cota(l) = 1;
cota = 0.1*num acciones total*cota;

d = a*precio + mu*sigma.” ((1l:Nc)');
e (alpha) ./ (volumen.“beta) ;

lambda min = min(d);

aux max = (beta+l)* (cota.”beta).*e + d;
lambda max = max(aux_max);

lambda = (lambda max+lambda min)/2;

lambda a = lambda min;
lambda b = lambda max;

flag = 0;
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while flag==
m prueba = (-precio- (mu*sigma.”((1:Nc)'))+lambda).
/ ((beta+1l) .* (alpha./ (volumen."beta)));
m = ((-d+lambda) ./ ((beta+l).*e)).”(1l/beta);

m(m<0) = 0;
aux _cota = m>cota;
m(aux cota) = cota(aux cota);

if (sum(m)<num acciones reducido+le-2 &&
sum(m) >num_acciones reducido-le-2)

flag=1;
end

if (sum(m)>num_acciones_ reducido)
%Me he pasado
lambda b = lambda;

lambda = (lambdatlambda a)/2;
else
%Me he quedado corto
lambda a = lambda;
lambda = (lambda b+lambda)/2;
end
end
u = round (m);

end

if Y Price real test(l,k)<=(limit/100)

num_acciones = num_acciones-u(l);
u hist(k,:) = u(l);

else
u hist(k,:) = 0;

end

Nc = Nc-1;

precio = precio(2:end);

ul0 = u(l);

volumen = volumen (2:end) ;

if num acciones==0 || Nc==
u _hist = [u hist; zeros(Nc,1)];
break;

end

end

40



Comparativa de algoritmos de aprendizaje para el fraccionamiento 6ptimo de grandes drdenes 41

aux = u_hist.*Y Price real test(l,:)';
Precio medio compra real = sum(aux(aux>0))/sum(u_hist);

Precio mercado real = mean(Y Price real test(l,:));

Precio VWAP =

sum (Y Volume real test(l,:).*Y Price real test(l,:))/sum(Y Volume real t
est(l,:));

u hist h(n,:) = u hist';

Precio compra h(n) = Precio medio compra real;

Precio VWAP h(n) = Precio VWAP;

Precio TWAP h(n) Precio mercado real;

end

Resultados VWAP(n dataset+l) = mean(Precio VWAP h);
Resultados TWAP (n dataset+1) mean (Precio TWAP h);

if flag precio==

Resultados compra real (n _dataset+l) = mean(Precio compra h);
else

Resultados compra prediccion(n_dataset+l) = mean(Precio compra h);
end

clearvars -except n_dataset flag limit flag precio...

Resultados VWAP Resultados TWAP Resultados compra real...

Resultados compra prediccion
end

end

end

disp('%Esto es la tabla de todos los Precios ')
disp('")

disp('\begin{center}")
disp('\begin{tabular}{ ¢ c c ccccc}")
for kk=1:9
if kk<9
cadena = [num2str (kk-1),' & ',numZ2str (Resultados compra real (kk)),' &

num2str (Resultados compra prediccion(kk)),"' & '
numZ2str (Resultados VWAP(kk)),"' & ', ...
num2str (Resultados TWAP (kk)),' \\ '];
else
cadena = [num2str (kk-1),' & ',num2str(Resultados compra real(kk)),' &

yoe e

y o os e

num2str (Resultados compra prediccion(kk)),' & '
num2str (Resultados VWAP (kk)),"' & ', ...
num2str (Resultados TWAP (kk))];
end
disp (cadena)
end
disp('\end{tabular}")
disp('\end{center}")
disp('");
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Algoritmo 2: Optimizacion mediante estimacién/aprendizaje de la particion de grandes
ordenes

%$Algoritmo estimacion de secuencia optima
load('000001v2 mitad2 183000 paraestado')
load ('BD1500_000001'); %cargo base de datos

Q

% Inicializo—-=—==—==—=—=————cmmm e

BDx = zeros(1500,1); SVariable auxiliar, me sirve para ordenar
posicion = zeros(1500,1);
BDordenada = zeros (1500,221); %sera la base de datos ordenada

tam regresor 100;
n_test= 20; 5 (n sesiones)
k horizonte= 120;

Precio = zeros(l,n test);

N = 200; % N primeras entradas de la lista BD mas parecidas al estado del mercado
(numero de lambdas)

e ol

lambda = zeros(N,1);
tam 2 = tam regresor;
x0 = zeros(N,1);

gamma = 0.001;

for n=1l:n test

for k=1:1
%X _Price test = X Price test h(:,:,n); %vector de estado

%X Volume test = X Volume test h(:,:,n);
X Price test = X Price test h(l,l:tam regresor,n) ;
%$Paso 1 algoritmo———-————————"—"—————"——"—"—"—~—~—“—~—"—( - ———
for m=1:1500
%distancia euclidea entre Zi(t) y BD(z)
BDx (m) = norm(X Price test(k,l:tam 2)-BD(m,1l:tam 2)) ;

posicion(m) = m;
end

%$Paso 2 algoritmo———-————————"—"—"—"—————"—"———— - —————

[BD2, 1] sort (BDx); %Ordeno segun distancia
Ysorted = posicion(I);
for 3=1:1500
BD2 (j,2) = Ysorted(j);
end

for 1i=1:1500
BDordenada (i, :) = BD(Ysorted (i), :); %Reescribo base de datos de manera
ordenada segun distancia
end
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%$Paso 4 Programacion cuadrdtica-—-—-—-—------"""""""""—"—"—"—"-"—"-"—"—"—"—"—"—"—"—"—"""""""—~——

$matrix Base de datos ordenada
Aeq = [BDordenada (1:N,l:tam regresor)'; ones(1,N)];
beq = [X Price test(k,l:tam regresor)' ; 1]; %vector estado del mercado

$restriccion para m sea no negativa, y cada paquete <20000
A = [-BDordenada (1:N,102:221)"'; BDordenada (l:N,102:221)"'] ;

b = [zeros (k _horizonte,1l) ; 2000 “*ones(k horizonte,1l)]; %vector

H = 2*eye (N);
f = zeros(N,1); %debe ser O
1lb = zeros (N, 1);
ub = ones(N,1);

opts = optimoptions (@quadprog, 'MaxIterations',3500, 'OptimalityTolerance',le-
7, 'ConstraintTolerance',le-7);
[lambda (:, :),fval,exitflag,output] = quadprog(H,f,A,b,RAeq,beq, [],[],[],0pts);

%Paso 5 calcular m(t)---—----""-7"""—""—"—"=—"—"——"———————-

m = transpose (lambda'*BDordenada(1:N,102:221)); S%vector de compra

$Simulacion——————=—=————————"—"—"—"—"—"—"—"—" -~~~ —(—(—(—(—
if exitflag == $Cuando la optimizacion encuentra solucion optima
Precio(n) = Y Price real test h(l,1l:k horizonte,n)*m/20000; %suma del precio
total de las acciones compradas en una sesion
else
Precio(n) = 0;
end
end
end

Algoritmo 3: Optimizacién mediante estimacion/aprendizaje de la particion de grandes
ordenes con ponderacion de la Distancia Euclidea

$Algoritmo estimacion de secuencia optima
load('000001v2 mitad2 183000 paraestado')
load('BD Horizonte Reducido 40'); %cargo base de datos

[

% Inicializo-----—-—----""-""""""""""""""""""-"-"—

BDx = zeros (1500,1); %Variable auxiliar, me sirve para ordenar
posicion = zeros(1500,1);

BDordenada = zeros(1500,81); %$sera la base de datos ordenada
tam regresor = 40;

n_test= 20; % (n sesiones)

k horizonte= 40;

Precio = zeros(l,n_test);

N = 200; $ N primeras entradas de la lista BD mas parecidas al estado del mercado
(numero de lambdas)

lambda = zeros(N,1);
tam 2 = tam regresor;
x0 = zeros(N,1);

gamma = 0.001;
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for n=1:n_ test
for k=1:1

%X _Price test X Price test h(:,:,n); %vector de estado
%X Volume test = X Volume test h(:,:,n);

X Price test = X Price test h(l,l:tam regresor,n) ;
$Paso 1 algoritmo-———————————— - -
for m=1:1500
%$distancia euclidea entre Zi(t) y BD(z)
BDx (m) = norm(X Price test(k,l:tam 2)-BD(m,l:tam 2)) ;

posicion(m) = m;
end

$Paso 2 algoritmo--——-——-——————————"———-— -

[BD2, 1] sort (BDx); %0Ordeno segun distancia
Ysorted = posicion(I);
for 3=1:1500
BD2(j,2) = Ysorted(j);
end

for i=1:1500
BDordenada (i, :) = BD(Ysorted(i),:); %Reescribo base de datos de manera

ordenada segun distancia
end

%Paso 4 Programacion cuadratica-—--—--—-—-—-—-—-—-———————————————————————————

$matrix Base de datos ordenada

Aeq = [BDordenada(l:N,1l:tam regresor)'; ones(1,N)];
beq = [X Price test(k,l:tam regresor)' ; 1]; %vector estado del mercado

$restriccion para m sea no negativa, y cada paquete <20000

A = [-BDordenada(l1:N,42:81)"'; BDordenada (1:N,42:81)'] ;

b = [zeros(k horizonte,1l) ; 2000 “*ones(k horizonte,1l)]; %vector

H = 2*(diag(BD2(1:N,1)) + gamma*eye (N)); %Smatrix que arregla la funcion objetivo
f = zeros(N,1); %debe ser 0

1lb = zeros(N,1);
ub = ones(N,1);

opts = optimoptions (@quadprog, 'MaxIterations',3500, ' 'OptimalityTolerance', le-
7,'ConstraintTolerance’',le-7);
[lambda (:, :),fval,exitflag,output] = quadprog(H,f,A,b,RAeq,beq,[],[],[],o0pts);
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%$Paso 5 calcular m(t)-—————""""""""""""""""-"-————

m = transpose (lambda'*BDordenada (1:N,42:81)); %vector de compra

%Simulacion--—-——-—-—-————————————— - ———
if exitflag == %Cuando la optimizacion encuentra solucion optima
Precio(n) = Y Price real test h(l,1l:k horizonte,n)*m/20000; %suma del precio
total de las acciones compradas en una sesion
else
Precio(n) = 0;
end
end
end

Cargar_muchos_datos_test_generico

clear;
file = input ('Nombre del fichero excel: ','s');
file complete = [file '.xlsx'];

$file="'688012v2.x1lsx"';

[~,txt, raw]=xlsread(file complete);

$Price = cell2mat (raw(2:end,2));
$Volume = cell2mat (raw(2:end,3));
Price = cellZ2mat(raw(2:end,3));

Volume = cell2mat (raw(2:end,4));

%day = cellZmat(raw(2:end,4));

o\

Price test = Price(l14632:end);
Volume test = Volume (14632:end);
day test = day(14632:end);

o° o

o\

Price = Price (not (isnan (Price))):;
Volume = Volume (not (isnan (Price)));
% day = day(1:14631);

o\°

X Price = [];
Y Price = [];

o oP

oe

X Volume = [];
Y Volume = [];

o° oo

o

X day = [1;
Y_day [1;

o
Il

oe

o

Y Price real = [];
Y Volume real = [];

o\°

o
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% X Price real = [];
% X Volume real = [];
p=120;

Price aux = Price;

Volume aux = Volume;

Price = ExpMovingAverage (Price,b);
Volume = ExpMovingAverage (Volume,5);

min Price = min(Price);
max Price = max(Price);

min Volume = min (Volume);
max Volume = max (Volume) ;

Price = (Price-min (Price))/ (max(Price)-min (Price));
Volume = (Volume-min (Volume))/ (max (Volume)-min (Volume)) ;
% RDP5=[];

% RDP10=[];

Y Price real = zeros(length(Price)-(p-1)-241,120);
Y Volume real = zeros(length(Price)-(p-1)-241,120);

X Price real = zeros(length(Price)-(p-1)-241,120);
X Volume real = zeros(length(Price)-(p-1)-241,120);

Y Price zeros (length (Price) - (p-1)-241,120);
X Price = zeros(length(Price)-(p-1)-241,120);

Y Volume = zeros(length(Price)-(p-1)-241,120);
X Volume = zeros (length(Price)-(p-1)-241,120);

oe

Y day = zeros(length (Price)-(p-1)-241,120);
X day zeros (length (Price) - (p-1)-241,120);

oo

for ind = 241:length (Price)-(p-1)

Y Price real (ind-240, :) = Price aux(ind:ind+(p-1))';

Y Volume real (ind-240,:) = Volume aux(ind:ind+ (p-1))'

X Price real (ind-240,:) = Price aux(ind-1:-1:ind-120)"';

X Volume real (ind-240,:) = Volume aux(ind-1:-1:ind-120)"';
Y Price(ind-240,:) = Price(ind:ind+(p-1))"';

X Price(ind-240,:) = Price(ind-1:-1:ind-120)"';

Y Volume (ind-240,:) = Volume (ind:ind+(p-1))';

X Volume (ind-240, :) Volume (ind-1:-1:ind-120) ';
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% Y day(ind-240,:) = day(ind:ind+(p-1))";

% X day(ind-240,:) = day(ind-1:-1:ind-120)"';
$RDP5 = [RDP5; (Datos ax(ind-1)-Datos ax(ind-6))/Datos ax(ind-6)];
$RDP10 = [RDP10; (Datos ax(ind-1)-Datos ax(ind-11))/Datos ax(ind-11)];

end

n _test = 100;
aux = randperm(floor(length(X_Price)/120));
aux = aux(l:n_test);

index =[1;

for i=1:n test

index = [index; (120* (aux(i)-1)+1:120* (aux(i)))"'];

X Price test h(:,:,1) = X Price(120* (aux(i)-1)+1:120* (aux(i)),:);

Y Price test h(:,:,1) = Y Price(120* (aux(i)-1)+1:120* (aux(i)),:);

X Price real test h(:,:,i) = X Price real (120* (aux(i)-
1)+1:120* (aux (1)), :);

Y Price real test h(:,:,i) = Y Price real(120* (aux(i)-

1)+1:120* (aux(i)),:);

X Volume test h(:,:,i) = X Volume (120* (aux(i)-1)+1:120* (aux(i)),:);
Y Volume test h(:,:,1) = Y Volume (120* (aux(i)-1)+1:120* (aux(i)),:);
X Volume real test h(:,:,i) = X Volume real (120* (aux(i)-

1)+1:120* (aux (1)), :);
Y Volume real test h(:,:,1)
1)+1:120* (aux(i)),:);

Y Volume real (120* (aux (i) -

end

X Price(index,:) = [];
Y Price(index,:) = []

X Price real(index,:) = [
Y Price real (index, :

V
Il
—
e
~

~.

X Volume (index, :) = [];
Y Volume (index, :) ]

—

X Volume real (index,:) = [];
Y Volume real (index,:) = [];

clearvars raw txt file complete aux i ind index p Price Price aux Volume
Volume aux;

save (file);
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DirectWeight

function Y TEST = DirectWeight (X DAT,Y DAT,X TEST,num_vec)
% Y TEST = DirectWeight (X DAT,Y DAT,X TEST)

o\°

o

Funcién que hace el Direct Weight optimization para prediccién.

oo

o\

DAT son las entradas pasadas.

_DAT son las salidas pasadas asociadas a X DAT.

Juntos forman el dataset equivalente al conjunto de training
y

X_
Y

o\

o\

oe

validation en las NN.

X TEST son las entradas que queremos predecir.
- num_vec numero de puntos vecinos en los que se va a apoyar la
prediccién. Mi recomendacidédn es poner entre 250~500.

o° o° o©

o\

%$Las dimensiones de las matrices tienen que ser las siguientes:

%- X DAT = n dataset*m -> Siendo n dataset el numero de puntos que
componen el

3dataset y m el tamafo del regresor.

%— Y DAT = n _dataset*1l -> Siendo n_dataset el numero de puntos que
componen el

sdataset.

%- X TEST = n_test*m -> Siendo n_test el numero de puntos que

componen el
$conjunto de test y m el tamafio del regresor.
%— num_vec es un escalar.

if nargin~=4
disp('Error: Hay que introducir 4 argumentos');

return;
end

ind Training = size (X DAT,1);
ind Test = size (X TEST,1);

m = size (Y DAT,2);
if ind Training<num_ vec
disp('Error: El dataset debe tener al menos num vec puntos');

return;
end

num pun = num vec;

Y TEST = zeros(ind Test,m);

for i=1:ind Test
x = X TEST(i,:);

X = X _DAT;
= Y DAT;

<
|
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[~,sel] = sort(sum((X DAT-repmat (x, [ind Training 11))."2,2));

X = X(sel(l:num pun),:);
Y = Y(sel(l:num pun),:);

Aeq = [X'; ones(l,num pun)];
beg = [x'; 1];

%lres,~] = quadprog(2*eye (num pun), []1,[],[],RAeq, beq);
Q=2*eye (num_pun) ;

E=Aeq;

d=beqg;

[m,n]=size (d);

mat=[Q E';E zeros(m,m)];
term=[zeros (num pun,1);d];
res=mat\term;

res=res (l:num pun);

Y TEST(i,:) = Y'*res;
end

end
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